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RESUMO

Detectar anomalias em vídeos é uma tarefa árdua, uma vez que esses even-
tos possuem poucas ocorrências em longas sequências de situações normais e são
fortemente dependentes do contexto. Empregar anotações totais ou parciais em ví-
deos para o reconhecimento de tarefas específicas não é sempre viável, dado que
rótulos em nível de frame ou vídeo podem não estar disponíveis. Este trabalho inves-
tiga o One-Class SVM para detecção de anomalias em vídeos de vigilância e fornece
uma análise comparativa entre o método e outras abordagens avançadas para detec-
ção de anomalias. Para otimizar o desempenho do algoritmo, é realizado um Grid
Search para encontrar melhores hiperparâmetros. O estudo usa atributos I3D-RGB
dos vídeos extraídos do dataset ShanghaiTech. Nos experimentos realizados sobre o
conjunto de teste, a versão otimizada do modelo desempenhou com AUC de 68,41%,
0,33% de FPR e 1,52% de F1-Score. Em comparação com o estado da arte, o método
I3D-RGB OCSVM obteve resultados medianos e foi superado por outros modelos mais
robustos, como o DeepSVDD e métodos baseados em Autoencoder . O repositório do
projeto pode ser encontrado em https://github.com/santivgo/tcc-occ-vad.

Palavras-chave: Detecção de Anomalias em Vídeos. One-Class SVM (OCSVM).
Inflated 3D Convolutional Neural Network (I3D). Otimização de Hiperparâmetros.

https://github.com/santivgo/tcc-occ-vad
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ABSTRACT

Detecting anomalies in videos is an arduous task, since these events occur infrequen-
tly within long sequences of normal situations and are highly dependent on context.
Employing full or partial annotations in videos for the recognition of specific tasks is
not always feasible, given that frame-level or video-level labels may not be available.
This work investigates the One-Class SVM for anomaly detection in surveillance vi-
deos and provides a comparative analysis between this method and other advanced
approaches for anomaly detection. To optimize the algorithm’s performance, a Grid
Search is conducted to find the best hyperparameters. The study uses I3D-RGB fe-
atures extracted from the ShanghaiTech dataset. In the experiments performed on
the test set, the optimized version of the model achieved an AUC of 68.41%, 0.33%
FPR, and 1.52% F1-Score. Compared with the state of the art, the I3D-RGB OCSVM
method achieved median results and was outperformed by more robust models, such
as DeepSVDD and Autoencoder-based methods. The source code is available at
https://github.com/santivgo/tcc-occ-vad.

Keywords: Video Anomaly Detection. One-Class SVM. Inflated 3D Convolutional
Neural Network. Hyperparameter Optimization

https://github.com/santivgo/tcc-occ-vad
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1 INTRODUÇÃO

1.1 Motivação

Na pesquisa Global Advisor: Crime and Law Enforcement realizada pela Ip-
sos em 2023, 34% dos entrevistados relataram perceber um aumento na criminalidade
em seus bairros em relação ao ano anterior (Jackson, 2023). Jung e Wheeler (2023)
estudam o impacto das câmeras de segurança e taxas de crime em Dallas (EUA).
Os autores relacionam a adoção de câmeras de segurança com um aumento médio
de 2% na quantidade de casos resolvidos, principalmente para comportamentos re-
lacionados a furtos. Embora modesto, o percentual sugere que as câmeras podem
contribuir para a resolução de cenas documentadas, e a sua relevância pode ir além
da segurança pública, como na detecção de comportamentos anômalos diversos.

Apesar dos benefícios positivos da utilização de câmeras de vigilância, o mo-
nitoramento de forma contínua é uma tarefa exaustiva demais para ser realizada por
operadores humanos, e pode ser impactada pela dificuldade de manter a concentra-
ção de forma contínua. Neste contexto, a aplicação de sistemas automatizados para
identificar eventos anômalos se torna mais eficiente, porque, diferente de humanos,
esses sistemas não sofrem os impactos físicos ou mentais de grandes jornadas de
trabalho (Ilyas et al., 2021).

Entretanto, a definição de uma atividade anômala depende do ambiente em
que ocorre a ação (Deepak et al., 2021). Por exemplo, a ação de correr pode ser
comum em um parque, mas anormal em um shopping ou banco. Além disso, o termo
“anomalia” envolve um campo abrangente de atividades atípicas, o que torna difícil
sua categorização, uma vez que essas ocorrências são raras e aparecem em meio a
longas sequências de gravações normais (Asad et al., 2022).

Nos últimos anos, algoritmos de Machine Learning (ML), especialmente aque-
les baseados em Deep Learning (DL), como Convolutional Neural Networks (CNNs),
Autoencoders (AEs) e Generative Adversarial Networks (GANs), têm se destacado na
resolução de problemas complexos em visão computacional (Xia; Gao, 2021). No en-
tanto, muitas dessas abordagens foram projetadas para cenários supervisionados, em
que os modelos são treinados a partir de exemplos rotulados como anômalos ou não.

A rotulação de dados anômalos se torna inviável quando aplicada à detecção
de anomalias em vídeo em cenários nos quais existem somente registros da classe
normal (Seliya; Abdollah Zadeh; Khoshgoftaar, 2021). Para mitigar o problema da falta
de dados rotulados para mais de uma classe, foram propostas abordagens capazes
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de aprender a partir de informações não rotuladas, como a One-Class Classification
(OCC), que usa apenas uma classe — geralmente, a classe normal — para classificar
os dados em normais ou anômalos (Algarni; Ahmad; Alaa Ala’Anzy, 2024).

Com o aumento da demanda por sistemas autônomos de vigilância e a im-
portância crescente da detecção de eventos irregulares em vídeo (Asad et al., 2022),
torna-se necessária uma análise sobre a eficácia de métodos OCC.

1.2 Objetivos

Este estudo investiga um método One-Class para a tarefa de detecção de
anomalias em vídeos de vigilância em cenários com dados majoritariamente normais
para treinamento.

Os objetivos específicos deste trabalho estão sumarizados a seguir:

1. Investigar o desempenho do método clássico One-Class SVM (OCSVM) para
detecção de anomalias em vídeos e identificar suas melhores configurações no
benchmark avaliado;

2. Treinar, validar e testar o modelo com base no ShanghaiTech, um dataset dire-
cionado à detecção de anomalias em vídeo;

3. Comparar o desempenho do algoritmo estudado com outros métodos One-Class
existentes.

1.3 Organização do Trabalho

No capítulo 2, são apresentados os conceitos essenciais para o entendimento
deste estudo. Em seguida, o capítulo 3 revisa os trabalhos relacionados ao desenvol-
vimento da pesquisa e discute os pontos fortes e fracos de cada correlato. O capítulo
4 detalha a condução do estudo e aprofunda o funcionamento das técnicas utilizadas.
No capítulo 5, apresenta-se a avaliação quantitativa dos resultados obtidos. Final-
mente, o capítulo 6 expõe os objetivos alcançados, destaca as lacunas de pesquisa
identificadas e aponta direções para trabalhos futuros.
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2 FUNDAMENTAÇÃO TEÓRICA

Para uma melhor compreensão dos aspectos técnicos deste trabalho, esta
seção apresenta os conceitos fundamentais relacionados à área de detecção de ano-
malias em vídeo, como Machine Learning e seus paradigmas de aprendizado, One-
Class Classification, One-Class SVM, representação de atributos, hiperparâmetros e
Grid Search, e por fim, uma visão geral sobre os desafios na área de detecção de
anomalias em vídeos.

2.1 Machine Learning

Goodfellow, Bengio e Courville (2016) definem algoritmos de aprendizado de
máquina (em inglês, Machine Learning) como sistemas capazes de aprender a partir
de dados. Essa capacidade de generalização faz com que estes algoritmos possam
reconhecer padrões complexos e poder tomar decisões inteligentes baseadas em seu
aprendizado, o que resulta em um modelo de Machine Learning, obtido pela aplicação
do algoritmo sobre um dataset de treinamento (Kaisler et al., 2023).

A abordagem clássica de Mitchell (2013) define que um programa aprende
com a experiência E em relação a uma classe de tarefas T e à medida de desempenho
P, se o seu desempenho em tarefas de T, conforme mensurado por P, melhora com
a experiência E. Em um sistema de recomendação de um e-commerce, a tarefa T
seria recomendar produtos baseados na experiência E representada pelo histórico de
compras do usuário no site, em que o desempenho P seria a porcentagem das vezes
que um usuário fez uma compra sugerida e a avaliou positivamente.

Com a capacidade de aprendizado, tarefas como classificação, regressão,
transcrição ou detecção de anomalias são apenas alguns exemplos de problemas que
podem ser resolvidos com Machine Learning (Goodfellow; Bengio; Courville, 2016).
Han, Kamber e Pei (2012) conceituam os paradigmas clássicos para problemas de
aprendizado de máquina, a saber:

• Aprendizagem supervisionada: Nos algoritmos de aprendizagem supervisio-
nada, o usuário insere um dataset (conjunto de dados), em que cada amostra
dentro deste conjunto tem um rótulo associado a ela como entrada para o mo-
delo. Por exemplo, o algoritmo é treinado a partir de um benchmark que contém
fotos de biscoitos. A partir das próximas entradas, o algoritmo deve ser capaz
de classificar uma foto de entrada qualquer como biscoito ou não biscoito.
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• Aprendizagem não-supervisionada: Diferente do paradigma anterior, neste,
as amostras do conjunto de entrada não são rotuladas. Ele é comumente em-
pregado em tarefas de agrupamento (clustering, do inglês), cujo objetivo é iden-
tificar padrões e similaridades em grandes conjuntos de dados, o que permite a
classificação do conjunto em subconjuntos de classes.

• Aprendizagem semissupervisionada: É uma classe de técnicas de Machine
Learning que faz uso de dados rotulados e não rotulados durante o treinamento
de um modelo. Os exemplos com rótulos são usados para aprender os modelos
de classe, e os não rotulados são usados para refinar os limites entre as classes.

Tarefas de classificação, como as realizadas por métodos de aprendizado su-
pervisionado e semissupervisionado, funcionam bem se há um dataset com dados
rotulados. No entanto, em muitos cenários do mundo real, amostras rotuladas es-
tão disponíveis apenas para uma das classes e classificar corretamente a classe alvo
torna-se muito desafiador e, às vezes, inviável com classificadores binários tradicio-
nais (Seliya; Abdollah Zadeh; Khoshgoftaar, 2021).

Considere um algoritmo supervisionado de classificação utilizado em uma fá-
brica de talheres, na qual os itens produzidos podem ser classificados apenas como
colheres, garfos ou facas. Para uma amostra pertencente ao domínio destes talheres,
é possível atribuí-la corretamente a uma das três classes, uma vez que há uma de-
finição precisa das categorias que compõem o problema. Entretanto, a detecção de
talheres defeituosos apresenta maior complexidade, dado que seria inviável prever e
rotular todos os tipos possíveis de defeitos visuais, que podem variar desde uma haste
levemente torta até um talher completamente deformado.

Neste contexto, uma abordagem mais adequada seria a classificação One-
Class, de forma que o modelo aprenderia a reconhecer os itens de aço (classe normal)
e trataria qualquer entrada que não pertencesse à classe normal como anomalia (Han;
Kamber; Pei, 2012).

2.2 One-Class Classification

A One-Class Classification é uma abordagem para tarefas de Machine Lear-
ning que aprende apenas com dados de uma das classes. Em problemas de classi-
ficação One-Class, o benchmark é composto predominantemente por instâncias da
classe negativa, que representam o comportamento normal e recorrente observado
no treinamento, enquanto a classe positiva, ou anômala, corresponde à classe de in-
teresse, caracterizada por um número minúsculo de instâncias em relação à classe
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negativa (Seliya; Abdollah Zadeh; Khoshgoftaar, 2021). Um comparativo entre a abor-
dagem OCC e os outros três paradigmas de Machine Learning é apresentado na
Figura 1.

Figura 1 – Métodos de aprendizado em Machine Learning no estado da arte

Supervisionada

AAAAAAAA

Semi-
supervisionada

Não-supervisionada One-Class

Frame
normal

Frame
anômalo

Vídeo
não rotulado

Vídeo
anômalo

Fonte: Adaptada de Zaheer, Mahmood, Khan et al. (2022).

A depender da literatura, a taxonomia da abordagem de aprendizado com
dados de uma única classe pode ser diferente, por vezes descrita como aprendizado
não supervisionado como em Ruff et al. (2018), ou classificação One-Class em Tian
et al. (2021). Para este estudo, adota-se essa última denominação para conceituar a
abordagem.

2.3 One-Class Support Vector Machine

Proposto por Schölkopf et al. (2001), o One-Class Support Vector Machine é
um método para detecção de anomalias baseado na abordagem OCC. Com o objetivo
de distinguir a classe positiva de qualquer outro dado no espaço, é criado um hiper-
plano que separa os dados da origem, que se posiciona o mais distante possível dela
e isola regiões que não possuem dados, de forma que os pontos que estiverem fora
dessa região sejam identificados como anomalias. Se um ponto de teste sai da re-
gião de decisão, este é classificado como anomalia (Khan; Madden, 2014). Para que
essa fronteira seja definida, o algoritmo se apoia em um subconjunto particular: os
vetores de suporte, que correspondem aos exemplos de treinamento mais próximos
do limite de decisão e são fundamentais para definir a fronteira entre a classe normal
e potenciais anomalias (Noble, 2006).

(Kittidachanan et al., 2020) define os parâmetros de maior importância para o
One-Class SVM, a seguir:

• Contamination: A proporção dos dados do conjunto será considerada como
anômala (Masakuna et al., 2025);
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• Kernel: A função matemática usada para transformar os dados em um espaço
de maior dimensão, para tornar mais fácil encontrar ou separar padrões não
lineares (Hofmann; Schölkopf; Smola, 2008);

• Gamma: Coeficiente da função. Controla a influência de cada ponto de treino
(Chen et al., 2025). Em um gamma alto, cada ponto tem uma região de influência
pequena, com a tendência de memorizar os dados de treinamento (overfitting).
Já com um gamma muito baixo, o modelo pode generalizar todos os dados como
normais, mesmo aqueles que são de fato anômalos;

• Nu: Representado matematicamente por 𝜈, o parâmetro nu determina um limite
superior para a fração de erros de treinamento e um limite inferior para a fração
de vetores de suporte (Fujita; Matsukawa; Suzuki, 2020).

De acordo com Ilyas et al. (2021), dado um dataset de treinamento S =

{x1, . . . , x𝑛}, o problema One-Class é formulado como o seguinte programa qua-
drático:

min
w,𝜌

1

2
‖w‖2 + 1

𝜈𝑛

𝑛∑︁
𝑖=1

𝜉𝑖 − 𝜌

sujeito a w · 𝜑(x𝑖) ≥ 𝜌− 𝜉𝑖,

𝜉𝑖 ≥ 0, 𝑖 = 1, . . . , 𝑛.

(2.1)

onde 𝜈 = 0, 5, w é o vetor de pesos, 𝜌 é o deslocamento, 𝜉𝑖 é a variável de folga e 𝜑(·)
é a função de projeção tal que

𝑘(x𝑖,x𝑗) = 𝜑(x𝑖) · 𝜑(x𝑗).

Com o uso da função de base radial, tem-se:

𝑘(x𝑖,x𝑗) = exp

(︂
−‖x𝑖 − x𝑗‖2

2𝜎2

)︂
. (2.2)

Finalmente, a função de decisão é dada por:

𝑓(x𝑡) = sign
(︀
w · 𝜑(x𝑡)− 𝜌

)︀
. (2.3)

Onde, sign(·) é a função sinal.

Algoritmos baseados no One-Class SVM convencional necessitam de uma
quantidade significativa de memória e são computacionalmente caros à medida que
o tamanho do conjunto de treinamento aumenta, com uma demanda de recursos que
escala proporcionalmente ao número de amostras de treinamento (Yang; Kpotufe; Fe-
amster, 2021).
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Figura 2 – Representação 2D do processo de Grid Search
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Fonte: Adaptada de Liashchynskyi e Liashchynskyi (2019).

Mesmo com a vantajosa abordagem de classificar anomalias a partir de uma
única classe, o método ainda possui limitações práticas. Quando aplicado a um nú-
mero limitado de amostras, pode ter um desempenho insatisfatório. Além disso, o
OCSVM é bastante sensível à seleção de hiperparâmetros, o que torna sua otimiza-
ção difícil (Thomas; Feuillard; Gramfort, 2015).

2.4 Grid Search

Hiperparâmetros estão presentes na criação de modelos e exercem um papel
crucial em seu desempenho. Eles possibilitam ajustes que podem influenciar a com-
plexidade, comportamento e velocidade de treinamento. Portanto, a escolha de um
único parâmetro ruim pode comprometer a performance geral e impedir que o modelo
atinja resultados satisfatórios (Bischl et al., 2023). Criar e treinar um modelo com sua
configuração padrão, sem quaisquer otimizações ou ajustes, limita o aproveitamento
total de seu potencial.

O Grid Search é uma técnica usada para encontrar uma combinação de parâ-
metros que melhore o desempenho do modelo (Shams et al., 2023), com uma busca
exaustiva sobre todas as combinações de hiperparâmetros definidos previamente.
Após encontrar todas as possíveis combinações, o modelo é treinado e avaliado a
partir do conjunto de validação para cada configuração. A melhor combinação será
aquela com maior performance no conjunto a partir de alguma métrica para avaliar o
modelo, como, por exemplo, a maior AUC. Uma representação 2D do método pode
ser encontrada na Figura 2, em que cada ponto em destaque indica uma combinação
entre os parâmetros.

A maior vantagem do Grid Search é que, ao testar todas as combinações, a
técnica garante que nenhuma combinação de hiperparâmetros será perdida, o que
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ajuda a encontrar o modelo mais performático. Entretanto, a técnica também pos-
sui limitações. Uma desvantagem é o custo computacional, principalmente quando
a pesquisa gira em torno de uma grande quantidade de hiperparâmetros e extensos
intervalos de valores possíveis para cada um deles. Nessas situações, o espaço de
busca pode rapidamente se tornar grande demais para ser explorado de forma exaus-
tiva, o que resulta em longos tempos de treinamento (Leal et al., 2023).

2.5 Representação de atributos de vídeo

Ao trabalhar com dados não numéricos — como palavras, imagens, vídeos
— é necessário mensurá-los numericamente antes de aplicar qualquer modelo de
Machine Learning. O próprio fluxo de construção de um algoritmo de ML envolve
não só a escolha do modelo, mas também a seleção de quais características são
importantes para o problema. O uso excessivo de atributos pode tornar o modelo mais
complexo e custoso para treinar; por outro lado, um conjunto reduzido de atributos
pode comprometer o desempenho da tarefa (Zheng; Casari, 2018).

No estado da arte, métodos baseados em Deep Learning são os mais utiliza-
dos na área de detecção de anomalias em vídeo. O uso destes algoritmos permite a
extração automática de atributos complexos dos dados, o que concede ao modelo a
capacidade de detectar padrões relevantes (Samaila et al., 2024). Entre as arquitetu-
ras mais usadas na extração dos atributos, destacam-se o Autoencoder (AE), Genera-
tive Adversarial Networks (GAN), Convolutional Neural Networks (CNN) e Long-Short
Term Memory (LSTM).

2.5.1 Transfer Learning

Se as representações de atributos forem aprendidas eficientemente pelo mo-
delo, é possível transferir este aprendizado entre cenários semelhantes. Essa estraté-
gia é comum no aprendizado supervisionado, no qual a entrada permanece a mesma,
mas o alvo pode ser de natureza diferente (Goodfellow; Bengio; Courville, 2016). Por
exemplo, é possível aprender sobre um conjunto de categorias visuais, como gatos
e cachorros, no primeiro cenário, e depois aprender sobre um conjunto diferente de
categorias visuais, como formigas e vespas. Se houver significativamente mais dados
no primeiro cenário do que no segundo, isso pode ajudar a aprender representações
úteis para generalizar rapidamente a partir de apenas alguns exemplos do segundo
cenário.
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2.5.2 Inflated 3D Convolutional Neural Network

Introduzidos em Carreira e Zisserman (2017), os atributos I3D são represen-
tações de características baseadas em uma arquitetura na qual os dados são conside-
rados em três dimensões: altura, largura e tempo. A Inflated 3D Convolutional Neural
Network é uma rede neural profunda de extração de características, pré-treinada no
Kinetics1 (Kay et al., 2017), um benchmark para reconhecimento de ações humanas
em vídeos que permite a reutilização dos atributos aprendidos para a solução de ou-
tros problemas de análise de vídeo por meio de Transfer Learning. A rede é capaz
de utilizar tanto a aparência quanto a informação de movimento dos vídeos, que são
divididos em clipes não sobrepostos com 16 frames consecutivos cada.

A I3D é composta por duas redes convolucionais, RGB e Flow. A rede RGB
processa os canais de cores red, green e blue do vídeo de entrada e realiza o pro-
cessamento espaço-temporal contínuo dos frames. A rede flow usa fluxo óptico (em
inglês, Optical Flow), que compara o frame atual do vídeo com o anterior e os subse-
quentes, de modo a extrair as diferenças que são capturadas como atributos no vídeo.
Os atributos I3D correspondem às representações espaço-temporais extraídas pelas
camadas convolucionais de cada rede antes da classificação final.

Com o processamento das duas redes convolucionais RGB e Flow, os atri-
butos das redes convolucionais são combinados. A saída da rede I3D é, então, a
predição das classes de cada frame do vídeo. Para um dataset de videovigilância, por
exemplo, a entrada da rede seria um clipe de 16 frames e sua saída indicaria quais são
anômalos e quais são normais. A Figura 3 apresenta, de forma ilustrativa, a estrutura
da rede com imagens de amostra do benchmark ShanghaiTech como entrada.

Figura 3 – Estrutura da rede I3D
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...

Classificador de
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Fonte: Adaptada de Erfanian Ebadi et al. (2021).

Essa arquitetura permite a expansão de filtros de convolução e kernels de po-
1 Disponível em: https://github.com/cvdfoundation/kinetics-dataset

https://github.com/cvdfoundation/kinetics-dataset
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oling tradicionalmente bidimensionais (𝑁 ×𝑁 ), com apenas largura e altura, para uma
estrutura tridimensional (𝑁×𝑁×𝑁 ), que possibilita também a captura de informações
temporais dos vídeos.

2.6 Detecção One-Class de Anomalias em Vídeos de Vigilância

Samaila et al. (2024) definem uma anomalia como a ocorrência de eventos ou
comportamentos considerados incomuns, irregulares, inesperados e diferentes de pa-
drões existentes. Sucintamente, anormalidade é qualquer atividade cuja possibilidade
de acontecer é mínima. Em situações reais, definir uma anomalia depende bastante
do contexto, o que torna a construção de um algoritmo genérico, que detecte qualquer
tipo de anomalia, um processo laborioso.

Para detecção e localização de anomalias em vídeos, o problema tem diver-
sos fatores, como a complexidade do ambiente (variações de iluminação, oclusão de
objetos), o tipo das anomalias, densidade de multidões, dados ruidosos, natureza
complexa de comportamentos humanos, configurações da câmera, variações espaço-
temporais e necessidade de uma infraestrutura computacional robusta.

Métodos de classificação One-Class são frequentemente usados para detec-
ção de anomalias em vídeo (Zaheer; Mahmood; Khan et al., 2022). Eles se mostram
úteis em contextos nos quais é difícil obter amostras de todas as classes de anomalias,
apesar de ter uma grande disponibilidade de vídeos com comportamentos normais.
Em sistemas de vigilância, por exemplo, é comum ter horas de gravações que con-
tenham cenas cotidianas, mas anomalias como furtos, invasões ou comportamentos
agressivos são raramente registradas.

Apesar da grande gama de ferramentas, existem muitos problemas e desafios
na área. Um dos principais é o dataset utilizado, em que estes, por muitas vezes,
podem conter um tamanho limitado de dados ou serem compostos por dados irreais.
Além disso, questões como proteção de privacidade dificultam a coleta e o comparti-
lhamento dos dados reais. Computacionalmente, destacam-se outros desafios, como
a natureza ambígua das anomalias, desbalanceamento entre as classes e alta varia-
bilidade de eventos anômalos (Samaila et al., 2024).
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3 TRABALHOS RELACIONADOS

Nesta seção, são apresentados cinco trabalhos com problemáticas semelhan-
tes à deste estudo. Tais trabalhos possuem abordagens One-Class, sendo que quatro
destes usa o OCSVM para a classificação de anomalias em vídeo. Priorizou-se a se-
leção de pesquisas que empregassem diferentes formas de representar os atributos.
Os correlatos foram encontrados majoritariamente no Google Acadêmico, filtrados no
escopo de 2018 a 2025.

Em Amraee et al. (2018), a detecção de anomalias em cenas com multidões
é realizada por meio da combinação de descritores de movimento (HOG-LBP) e atri-
butos de movimento (HOF) para extrair informações de aparência e padrões de mo-
vimento, respectivamente, com dois One-Class SVMs com função RBF para a clas-
sificação das anomalias visuais e de movimento. O pipeline de inferência com o fra-
mework proposto consiste na criação de um mapa de regiões de cada frame, seguido
da extração de regiões candidatas a anomalias. Para regiões pequenas, são extraídos
apenas atributos de movimento. Em grandes regiões, são extraídos tanto suas carac-
terísticas quanto seus descritores. Os atributos gerados pelos HOF e HOG-LBP de
movimento serão a entrada para o classificador, que identifica os dados como anoma-
lias visuais ou de movimento. O modelo foi concebido no MATLAB, por meio da biblio-
teca integrada LIBSVM. Os resultados experimentais mostram que o método proposto
supera métodos mais avançados do estado da arte nos datasets UCSD Peds1, com
uma AUC de 85% no Ped1 e 93% no Ped2.

Ilyas et al. (2021) propõem um método baseado em Hybrid Deep Network.
São combinados atributos manuais com atributos profundos. São usados dois mo-
delos de redes neurais convolucionais ResNet101 (He et al., 2016) para extrair infor-
mações espaciais e temporais profundas das imagens dos vídeos, com uma suavi-
zação da distância euclidiana entre as saídas consecutivas das redes para melhorar
os atributos profundos. Para as representações extraídas de forma manual, os au-
tores computam a soma dos gradientes da diferença dos frames consecutivos. A
classificação é feita por uma combinação de três OCSVMs; apenas um classificador
é usado para rotular o frame como normal, mas é necessária a decisão unânime dos
três para classificá-lo como anômalo. Em testes com os benchmarks PETS2009 (Fer-
ryman; Shahrokni, 2009) e Unusual Crowd Activity (UMN)2, o modelo atinge 94% e
99% de AUC, respectivamente, o que evidencia que a abordagem híbrida supera ou-
tras existentes que se baseiam somente em técnicas de Machine Learning clássica e
1 Disponíveis em: http://www.svcl.ucsd.edu/projects/anomaly/dataset.html
2 Disponível em: http://mha.cs.umn.edu/Movies/Crowd-Activity-All.avi.

http://www.svcl.ucsd.edu/projects/anomaly/dataset.html
http://mha.cs.umn.edu/Movies/Crowd-Activity-All.avi
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consegue resultados melhores que alguns métodos de Deep Learning.

Deepak et al. (2021) sugerem dois métodos baseados no Multi-View Repre-
sentation Learning Framework para detecção de anomalias em vídeo. O primeiro é
um método de abordagem híbrida que combina atributos extraídos por um Autoenco-
der espaçotemporal 3D (3D-STAE) com atributos extraídos manualmente, baseados
na correlação espaçotemporal dos gradientes. A segunda abordagem, totalmente pro-
funda, usa atributos extraídos de dois 3D-STAEs para transformar os dados de entrada
em múltiplos espaços da modalidade e combinar os atributos extraídos. Após a extra-
ção das representações latentes, um classificador OCSVM é utilizado para identificar
anomalias. Por fim, com o uso da API Keras, os métodos foram validados por meio
dos benchmarks Avenue (Lu; Shi; Jia, 2013), Live Videos (Leyva; Sanchez; Li, 2017) e
BEHAVE (Bhatnagar et al., 2022), e os métodos híbridos atingiram, respectivamente,
78,40%, 38,40% e 85,12% de acurácia, e os métodos profundos, 82,40%, 64,90% e
80,05%, com a conclusão de que os métodos híbridos e profundos produzem resul-
tados melhores que outros métodos do estado da arte de forma consistente nos três
conjuntos de dados de referência padrão.

A proposta de Astrid et al. (2021) é apresentar um refinamento no método
Autoencoder aplicado a problemas de detecção de anomalias One-Class. Os auto-
res introduzem o conceito de pseudoanomalias, que são dados normais manipulados
para simular a distribuição de dados anômalos, com o objetivo de treinar o modelo
para reconstruir somente dados normais independentemente da entrada. Os atributos
usados foram extraídos pelo próprio Autoencoder. O trabalho detalha dois métodos
de geração de pseudoanomalias, baseados em patch e em skip frame, e demonstra
que essa abordagem supera os métodos baseados no algoritmo tradicional. Os ex-
perimentos realizados nos datasets UCSD Ped2, Avenue e ShanghaiTech resultaram
em valores de AUC de 94,77%, 84,91% e 72,46%, respectivamente, para o método
baseado em patch e 96,50%, 84,67% e 75,97% para a versão baseada em skip frame.
Alguns detalhes metodológicos, como o uso do PyTorch na implementação dos mo-
delos, não estão descritos no artigo, mas encontram-se disponíveis no repositório do
projeto3. Embora não adote o mesmo método dos demais estudos correlatos, o traba-
lho foi incluído entre eles por também empregar o dataset ShanghaiTech.

O método de Pawar e Attar (2022) combina dois AEs em pipeline: o primeiro
é convolucional e o segundo é um sequence-to-sequence LSTM Autoencoder, com
o objetivo de extrair as representações espaciais e temporais dos vídeos, respectiva-
mente. Para a classificação, os autores usaram o método One-Class SVM com uma
função de base radial (RBF) para treinar o modelo com dados normais e, para testá-
3 Disponível em: https://github.com/aseuteurideu/LearningNotToReconstructAnom

alies.

https://github.com/aseuteurideu/ LearningNotToReconstructAnomalies
https://github.com/aseuteurideu/ LearningNotToReconstructAnomalies
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los, usaram dados anômalos. O modelo foi implementado no TensorFlow, projetado
de maneira que ele consegue calcular a geração de anomalias com base na distribu-
ição gaussiana e executar detecção de anomalias com base na classificação de uma
classe. Nos testes, destacam-se as bases UCSD Ped1 e UMN4 com o AUC de 88,60%
e 87%, respectivamente, com uma performance significativa em Equal Error Rate e de
tempo necessário para detecção e localização de anomalias.

Uma comparação entre os trabalhos correlatos e o presente estudo é exposta
no Quadro 1.

Quadro 1 – Comparação de estudos com métodos One-Class para detecção de
anomalias em vídeo

Estudo Método Ferramentas Representação
de Atributos Datasets

Amraee
et al. (2018)

HOG-LBP e
OCSVM LIBSVM Manual UCSD Ped1 e

UCSD Ped2

Ilyas et al.
(2021)

ResNet101 e
OCSVM

Não
especificada Híbrida PETS2009 e

UMN

Deepak
et al. (2021)

3D-STAE e
OCSVM Keras Híbrida

Avenue, Live
Videos e
BEHAVE

Astrid et al.
(2021)

Pseudoanomalias
e Autoencoder PyTorch Profunda

UCSD Ped2,
Avenue e

ShanghaiTech

Pawar e
Attar (2022)

DLP-AE e
OCSVM TensorFlow Profunda UCSD Ped1 e

UMN

Este estudo I3D (RGB) e
OCSVM PyOD Profunda ShanghaiTech

Fonte: Elaborado pelo autor (2025).

É possível diferenciar os tipos de métodos, ferramentas, representação de
atributos e datasets. Sendo a coluna de maior importância, a presença de diferentes
combinações de métodos tem por objetivo comparar como abordagens One-Class de-
sempenham através de diferentes formas de representar as características do dataset
utilizado. A escolha de trabalhos com representações híbridas e profundas em detri-
mento das manuais também se justifica pelo fato de ambas serem predominantes no
atual estado da arte.

Representação de atributos é referente à forma como estes são obtidos e
processados para a detecção de anomalias. Eles são considerados como profundos
quando extraídos por meio de uma rede de Deep Learning, e híbridos quando os au-
tores combinam as características extraídas com atributos obtidos por métodos clássi-
4 Disponível em: https://mha.cs.umn.edu/proj_events.shtml#crowd

https://mha.cs.umn.edu/proj_events.shtml#crowd
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cos de extração manual (handcrafted features). Este trabalho, por sua vez, não realiza
extração de características, mas utiliza um conjunto de atributos I3D previamente ex-
traídos e disponíveis para uso da comunidade científica para o dataset selecionado.

Ferramentas são os recursos utilizados na implementação do modelo, como
bibliotecas e frameworks. O uso adequado dessas ferramentas é importante, pois mui-
tas oferecem métodos avaliativos integrados, o que facilita a análise de desempenho
e a validação do modelo.

A relevância dos correlatos é notória e são essenciais para entender a impor-
tância do desenvolvimento da investigação proposta por esse trabalho. No entanto,
é necessário observar que algumas das pesquisas apresentam definições metodo-
lógicas vagas. Astrid et al. (2021) não incluem a ferramenta usada para construção
do modelo no artigo original, sendo necessário acessar o repositório e navegar pelos
arquivos da implementação. Em Ilyas et al. (2021), não há uma citação sequer sobre
qual ferramenta foi usada, e não há nenhum código disponível para acesso.

O método OCSVM, utilizado pela maioria dos correlatos, é dependente de
uma boa parametrização para obter melhores resultados. Apenas dois dos correlatos
detalham a configuração do modelo. Em Deepak et al. (2021), os hiperparâmetros
de tamanho do kernel, número de kernels e strides são definidos empiricamente pe-
los autores e os valores de kernel são aleatórios. Apenas em Pawar e Attar (2022)
é falado sobre Grid Search, mas de forma simplificada, com o uso de apenas dois
hiperparâmetros. É possível que a carência de uma busca mais aprofundada possa
vir a prejudicar o desempenho do algoritmo.

Os trabalhos apresentados empregam atributos handcrafted ou combinam es-
tes com outros que foram extraídos por outros métodos de extração. Entretanto, ne-
nhum dos estudos considerou o uso da rede I3D no contexto estritamente OCC. Por
ser pré-treinada em um benchmark para reconhecimento de ações humanas, a rede é
capaz de extrair representações mais robustas. Apesar do uso em reconhecer ações
humanas, neste trabalho, a I3D é utilizada para reconhecimento de ações anômalas.

No estado da arte, o método I3D-OCSVM já foi empregado em trabalhos ante-
riores. Em Roitberg, Al-Halah e Stiefelhagen (2018), o One-Class SVM com atributos
I3D é usado como baseline para a avaliação de desempenho. Entretanto, o propósito
dos autores é apenas identificar ações humanas em vídeo. Além disso, eles usam
um outro paradigma de aprendizagem, o Zero-Shot Learning para treinar o modelo
nos benchmarks UCF-101 (Soomro; Zamir; Shah, 2012) e HMDB-51 (Kuehne et al.,
2011). O trabalho de Nayak e Chaudhari (2023) possui uma correlação maior com o
presente estudo, mas ainda sim com suas diferenças. Embora também trate de de-
tecção de anomalias em vídeo e use o ShanghaiTech I3D com OCSVM, os autores
optam por uma abordagem semissupervisionada, a Multiple Instance Learning (MIL)
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para treinamento do modelo com uma função de erro personalizada.

Diferentemente dos trabalhos revisados, este estudo busca analisar de forma
aprofundada o método I3D-RGB OCSVM. Oferecemos um estudo sobre o impacto
de cada hiperparâmetro na construção do modelo, uma busca sobre as melhores
configurações e como o modelo desempenha ao ser comparado com métodos atuais
e consolidados do estado da arte para detecção de anomalias em vídeo.

Apesar destes avanços, uma limitação no presente trabalho em relação aos
correlatos é o uso de apenas um benchmark para avaliar o desempenho do modelo.
O escopo da pesquisa foi delimitado pelo tempo disponível, o que inviabilizou a re-
alização de mais experimentos. A presença de pelo menos mais um dataset viria
a enriquecer o estudo, com um segundo resultado que consolidaria como o modelo
se comporta sob diferentes condições experimentais. Mesmo com essa limitação, a
contribuição metdológica do estudo não deixa de ser válida e replicável.
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4 METODOLOGIA

Encontram-se nesta seção tópicos referentes à metodologia do presente es-
tudo. O fluxo metodológico para o presente trabalho está contido na Figura 4.

Figura 4 – Fluxo metodológico para o estudo

Aquisição
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dos Dados
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Fonte: Elaborada pelo autor (2025).

Serão detalhadas as particularidades do dataset escolhido, seguido pela des-
crição da organização adotada, técnicas utilizadas na construção do modelo I3D-RGB
One-Class SVM, o procedimento para a busca de melhores hiperparâmetros para o
modelo e definição das métricas empregadas para a avaliação do desempenho.

4.1 Aquisição do Dataset

Conforme apresentado por Luo, Liu e Gao (2017), o ShanghaiTech Campus
Dataset foi construído com eventos anômalos gravados no campus da universidade
ShanghaiTech1 em 13 locações diferentes, que incluem anormalidades encenadas
como pessoas correndo e andando de bicicleta ou skate, que totalizam 437 vídeos,
com aproximadamente 3, 5 horas de gravações (Abdalla et al., 2025). As cenas são
gravadas em ambientes com condições de iluminação e ângulos de câmeras varia-
dos, o que torna o benchmark relativamente complexo. As divisões (em inglês, splits)
disponibilizadas pelos autores consistem em 330 vídeos para treino e 107 vídeos com
130 eventos anormais para teste, e possuem 317.398 frames no total, com alguns des-
tes presentes na Figura 5. A presença de anomalia em um vídeo é verificada a partir
dos ground truths (GTs), que são rótulos a nível de frame que indicam se estes são
normais ou anômalos.

Zhu, Chen e Sultani (2020) fornecem um Quadro 2 comparativo dos datasets
mais recorrentes para a tarefa de detecção de anomalias, com destaque ao Shanghai-
Tech. Apesar do número relativamente reduzido de frames em comparação a outros
conjuntos como Avenue, UMN e UCF-Crime, o ShanghaiTech oferece múltiplos ângu-
los de câmeras e condições de iluminações variadas, características que reforçam a
sua relevância por refletirem com maior fidelidade situações reais de vigilância.
1 Disponível em: https://svip-lab.github.io/dataset/campus_dataset.html

https://svip-lab.github.io/dataset/campus_dataset.html
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Figura 5 – Amostras de clipes do ShanghaiTech

Fonte: Luo, Liu e Gao (2017).

Quadro 2 – Comparação entre datasets para detecção de anomalias em vídeo

Conjunto Nº de
vídeos

Média de
Frames Anomalias de Exemplo

ShanghaiTech 437 317
Pessoas correndo, andando de

bicicleta e skate

UCF-Crime 1.900 2.309
Incêndios criminosos, acidentes,

assaltos, brigas

UCSD Ped1 70 201 Ciclistas, carrinhos de supermercado

UCSD Ped2 28 163 Ciclistas, carrinhos de supermercado

Avenue 37 839
Pessoas correndo e arremessando

itens

UMN 3 1.290 Pessoas correndo

DADA 2.000 1.596 Acidentes de Trânsito

DoTA 4.677 1.150 Anomalias de Trânsito, ex. colisão

Street Scene 81 2509
Travessia indevida, estacionamento

ilegal

Fonte: Adaptado de Zhu, Chen e Sultani (2020).

Para este estudo, foi usada a versão do benchmark fornecida por Wan et al.
(2021)2, que já contempla os atributos dos vídeos extraídos por meio de uma rede
Inflated 3D. Os atributos dos vídeos estão organizados em clipes de 16 frames, em
que cada clipe representa uma fração do vídeo original. Estudos recentes na área
de detecção de anomalias em vídeos mostram a eficácia do ShanghaiTech com os
atributos I3D extraídos pelo canal RGB, como o de Tian et al. (2021), em que o método
proposto pontuou 97,21% de AUC no ShanghaiTech I3D-RGB.

A estrutura do dataset usada por este trabalho consiste nos arquivos de splits
para treino, teste e ground truths fornecidos por Luo, Liu e Gao (2017) e os atributos
I3D do canal RGB extraídos por Wan et al. (2021).
2 Disponível em: https://github.com/wanboyang/anomaly_detection_LAD2000

https://github.com/wanboyang/anomaly_detection_LAD2000
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4.2 Organização dos Dados

O One-Class SVM aprende por meio do treino com clipes dos vídeos normais;
entretanto, o ShanghaiTech possui dados normais e anormais na sua split de treina-
mento. Além disso, não há uma partição de validação, que seria vantajosa para a
etapa de Grid Search do modelo. Foi realizado um particionamento dos dados com o
propósito de remover dados anômalos do conjunto de treinamento e criar um conjunto
de validação.

A biblioteca Pandas (McKinney, 2010) foi usada para manipular os dados,
desde a leitura dos arquivos de splits e dos GTs contidos no benchmark até a conver-
são dos dados em dataframes, estruturas tabulares próprias do Pandas para análise
de dados computacionais.

Para remover os vídeos anômalos da split de treino, foi realizada uma com-
paração entre os identificadores (IDs) dos itens deste conjunto com vídeos rotulados
como anômalos no ground truth, representado por um vetor de dimensão 𝑚, em que o
tamanho do vetor corresponde ao número de frames no vídeo. Cada coluna indica se
o frame correspondente contém ou não uma anomalia. Dessa forma, foram removidos
todos os dados rotulados como anômalos dos vídeos de treino e agrupados em um
conjunto separado.

Em seguida, foram realocados 25% dos clipes referentes aos vídeos normais
de treino e 25% dos clipes dos vídeos anômalos de forma aleatória para compor o
conjunto de validação. A partir dos vídeos normais remanescentes, foram agrupa-
dos seus respectivos clipes para a formação do conjunto de treinamento. O fluxo da
organização para o conjunto de treinamento e validação está presente na Figura 6.

Figura 6 – Fluxo de composição dos conjuntos de treino e validação
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Fonte: Elaborada pelo autor (2025).

Assim, os dados foram organizados em três conjuntos, que guardam os IDs
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dos respectivos clipes. Com a finalidade de verificar posteriormente se as predições
do modelo estão corretas, foram extraídos os rótulos do ground truth original para teste
e validação e agrupados em dois vetores.

Cada vetor foi redimensionado em uma matriz bidimensional, de modo que, a
cada grupo de 16 colunas — correspondentes a 16 frames, isto é, um clipe — formava-
se uma nova linha. As matrizes resultantes (𝑁 × 16) de todos os vídeos foram, então,
concatenadas em duas matrizes finais, que representam os ground truths dos clipes
presentes nos conjuntos de validação e de teste. A Figura 7 demonstra o processo de
organização dos GTs.

Figura 7 – Fluxo de organização dos Ground Truths
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Fonte: Elaborada pelo autor (2025).

A organização das partições foi finalizada com a leitura das características
correspondentes a cada clipe nos vídeos do dataset. Cada arquivo de atributos foi
adicionado ao conjunto respectivo conforme o vídeo de origem do clipe. A disposição
dos dados pode ser encontrada de forma mais clara na Tabela 2.

Tabela 2 – Organização dos dados por conjunto

Categoria Vídeos Clipes Frames
Treinamento

Normal 132 7.181 114.896
Anômalo - - -

Validação
Normal 43 2.258 36.128

Anômalo 15 191 3.056
Teste

Normal 155 8.242 131.872
Anômalo 44 539 8.624

Fonte: Elaborada pelo autor (2025).

Por fim, o particionamento resultou nos conjuntos de atributos I3D para treino,
teste e validação, e nas matrizes de ground truth de teste e validação para a avaliação
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das predições.

4.3 Modelagem

O classificador One-Class SVM foi escolhido por ser um método clássico, fre-
quentemente usado como referência inicial (Tao et al., 2024; Shi et al., 2025; Roitberg;
Al-Halah; Stiefelhagen, 2018). Mesmo em trabalhos recentes, métodos baseados no
classificador apresentaram resultados promissores para lidar com a detecção de ano-
malias em vídeo, como em Yao et al. (2024), em que o modelo atingiu uma AUC de
84,30% com o ShanghaiTech em seus resultados experimentais.

O uso do PyCaret3 como ferramenta foi considerado no início do estudo por
ser uma biblioteca amplamente utilizada no estado da arte para tarefas de Machine
Learning. Entretanto, sua utilização foi descartada no início do estudo, uma vez que o
PyCaret funciona como um wrapper da biblioteca PyOD — isto é, faz uso das funções
desta — e não oferece uma maior personalização na definição dos hiperparâmetros
dos modelos.

Com um maior suporte ao One-Class SVM e a outros modelos para detec-
ção de anomalias, o PyOD 24 (Chen et al., 2025) é uma biblioteca de código aberto
de Machine Learning para a linguagem de programação Python que auxilia desde a
preparação dos dados até a finalização da análise e implementação do modelo. Além
disso, também atua como um wrapper para diversas bibliotecas e frameworks de Ma-
chine Learning, como scipy e scikit-learn (Zhao; Nasrullah; Li, 2019).Atualmente, há
suporte para o uso da GPU — comumente usada para tarefas de Machine Learning
— em poucos modelos que são wrappers do TensorFlow5, como o DIF, AE-1SVM e
o ALAD, enquanto os demais modelos funcionam apenas na CPU, como consta na
documentação da ferramenta6.

4.4 Seleção de Hiperparâmetros

A seleção dos hiperparâmetros do método OCSVM foi conduzida por meio de
um Grid Search, no qual foram exploradas 624 combinações distintas, com os valores
usados para a combinatória incluídos na Tabela 1, com o ponto como marcador deci-
mal. A definição de valores possíveis para os hiperparâmetros é realizada com base
nas possibilidades permitidas pelo PyOD.
3 Disponível em: https://github.com/pycaret/pycaret
4 Disponível em: https://github.com/yzhao062/pyod
5 Disponível em: https://pyod.readthedocs.io/en/latest/faq.html
6 Disponível em: https://pyod.readthedocs.io/en/latest/pyod.models.html

https://github.com/pycaret/pycaret
https://github.com/yzhao062/pyod
https://pyod.readthedocs.io/en/latest/faq.html
https://pyod.readthedocs.io/en/latest/pyod.models.html


Capítulo 4. METODOLOGIA 34

Tabela 1 – Conjuntos de valores utilizados para o Grid Search do OCSVM

Parâmetro Valores
Contamination {1× 10−9, 0.1, 0.3, 0.49}
Kernel {“rbf”, “linear”}
Gamma {“auto”, “scale”, 0, 0.1, 0.2, 0.3, 0.4, 0.5, 0.6, 0.7, 0.8, 0.9, 1.0}
Nu {0.1, 0.3, 0.5, 0.7, 0.9, 0.99}

Fonte: Elaborada pelo autor (2025).

Para cada combinação de hiperparâmetros, foi desenvolvido um modelo cor-
respondente àquela configuração, treinado exclusivamente com dados normais e ava-
liado no conjunto de validação. Os parâmetros considerados mais relevantes para o
ajuste no modelo foram contamination, gamma, kernel e nu, uma vez que possuem
forte influência na fronteira de decisão do OCSVM.

Os valores atribuídos ao hiperparâmetro contamination foram definidos próxi-
mos de zero. No entanto, como o modelo usa apenas dados normais para treinar, o
parâmetro deveria ser zero. Conforme a documentação do PyOD para o método7, o
parâmetro contamination deve estar no intervalo 0 < contamination ≤ 0,5. Portanto, a
biblioteca não permite que o parâmetro seja igual a zero, embora seja possível definir
um valor muito próximo dele.

Devido ao alto custo computacional associado à quantidade de combinações
de valores avaliadas no Grid Search e visando reduzir o tempo de execução da téc-
nica, foi adotada a biblioteca Joblib8 para paralelizar a CPU em múltiplos processos
concorrentes, o que permitiu o treinamento independente para cada modelo.

Os resultados foram ordenados pela FPR e, como critério de corte, definiu-
se selecionar, de forma arbitrária, a configuração cuja AUC fosse superior a 60% e
a FPR inferior a 1%. Após a ordenação das configurações obtidas, foi selecionada a
configuração de maior AUC e com a FPR do critério de corte.

4.5 Avaliação de Desempenho

Abreviada como AUC, a Area Under the ROC Curve é uma métrica para avaliar
a performance do modelo em um benchmark a nível de frame, predominantemente
empregada em diversos estudos na área de detecção de anomalias (Li; Cheng et al.,
2024). O valor da AUC varia de 0 a 1, em que o valor 0, 5 representa o desempenho de
um classificador aleatório, e o valor máximo corresponde a um classificador perfeito
(com uma taxa de erro de classificação menor que zero, por exemplo). Portanto,
7 Disponível em: https://pyod.readthedocs.io/en/latest/pyod.models.html#modul

e-pyod.models.ocsvm
8 Disponível em: https://joblib.readthedocs.io/en/stable/

https://pyod.readthedocs.io/en/latest/pyod.models.html#module-pyod.models.ocsvm
https://pyod.readthedocs.io/en/latest/pyod.models.html#module-pyod.models.ocsvm
https://joblib.readthedocs.io/en/stable/
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valores mais altos indicam uma maior capacidade de discriminação do método testado
(Pawar; Attar, 2022).

Para obter o valor da AUC, faz-se necessário calcular a ROC (Receiver Opera-
ting Characteristic), que pode ser visualizada como uma curva que representa a taxa
de verdadeiros positivos (TPR) em relação à taxa de falsos positivos (FPR), e pode
ser matematicamente expressa como uma integral em todos os limiares de decisão
(Ok; Klüttermann; Müller, 2024), os quais são limites de corte aplicados aos valores
reais resultantes para definir se o dado predito pertence à classe positiva ou negativa
(Bohara, 2020).

A TPR, também chamada de recall ou sensibilidade, como em Churová et al.
(2021), mede a habilidade do modelo de identificar todos os verdadeiros positivos —
os dados que foram identificados corretamente pelo modelo — em um dataset. É
definida como a razão entre verdadeiros positivos e o número real de positivos. Em
contrapartida, a FPR, também chamada de 1-especificidade (Churová et al., 2021),
mensura a proporção de instâncias negativas que foram classificadas incorretamente
como positivas e é caracterizada como a razão entre falsos positivos e o número total
de instâncias negativas reais (Ok; Klüttermann; Müller, 2024). Finalmente, o cálculo
do valor da AUC é realizado ao traçar a curva ROC e calcular a área sob a curva.
A matriz de confusão está contida no Quadro 3 para uma melhor compreensão dos
conceitos dos dados previstos e reais, em que “positivo” representa a classe anômala
e “negativo”, a classe normal.

Quadro 3 – Matriz de confusão

Real Positivo Real Negativo
Previsto Positivo Verdadeiro Positivo (𝑇𝑃 ) Falso Positivo (𝐹𝑃 )
Previsto Negativo Falso Negativo (𝐹𝑁 ) Verdadeiro Negativo (𝑇𝑁 )

Fonte: Adaptado de Banda, Angryk e Martens (2013).

Além da AUC, FPR e TPR, existem outras métricas comumente empregadas
nestas ferramentas para avaliação de modelos de Machine Learning, como a precisão
e o F1-Score, que é uma média entre a precisão e a TPR (Irizarry, 2020). As definições
conceituais e matemáticas de FPR, TPR, Precisão e F1-Score podem ser consultadas
no Quadro 4.

Com a finalidade de avaliar o desempenho do modelo, utilizou-se da Scikit-
learn (Pedregosa et al., 2011) uma biblioteca de Machine Learning que disponibiliza
diversas métricas para avaliação de desempenho, como a AUC, FPR e F1-Score,
que são as principais métricas de avaliação do presente estudo. Ressalta-se que as
predições da biblioteca utilizam o limiar padrão de 0, 59, o qual também foi mantido nos
9 Disponível em: https://scikit-learn.org/stable/modules/classification_thres

https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
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Quadro 4 – Métricas de avaliação de modelos de classificação.

Métrica Fórmula Definição

Taxa de Falsos Positivos (FPR)
𝐹𝑃

𝐹𝑃 + 𝑇𝑁

Proporção de instâncias
negativas que foram in-
corretamente classificadas
como positivas.

Taxa de Verdadeiros Positivos (TPR)
𝑇𝑃

𝑇𝑃 + 𝐹𝑁

Proporção de instâncias
positivas que foram corre-
tamente identificadas.

Precisão (P)
𝑇𝑃

𝑇𝑃 + 𝐹𝑃

Proporção de predições
positivas que eram de fato
positivas.

F1-Score (F1) 2 · 𝑃 · 𝑇𝑃𝑅

𝑃 + 𝑇𝑃𝑅

Média harmônica entre
precisão e TPR.

Fonte: Elaborado pelo autor (2025).

demais modelos.

O modelo foi treinado a nível de clipe, mas a avaliação foi realizada a nível de
frame, analogamente a outros trabalhos em detecção de anomalias em vídeo (Pawar;
Attar, 2022; Tian et al., 2021; Zaigham Zaheer et al., 2020). O treinamento e teste
foram realizados em uma CPU que conta com 6 núcleos, 12 threads com um clock
de 460 MHz em modo turbo. A máquina também dispõe de 16 GB de memória RAM
DDR4, com uma frequência de 3200 MHz, e um SSD M.2 NVMe que possui uma
velocidade de 3500 MB/s de leitura para carregamento dos arquivos do dataset. O
sistema operacional utilizado foi Debian 14 “Forky”10, com o PyOD 2.0.5 instalado em
um ambiente virtual do Python 3.10.16.

hold.html#tuning-the-decision-threshold-for-class-prediction
10 Disponível em: https://www.debian.org/releases/forky/

https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://scikit-learn.org/stable/modules/classification_threshold.html#tuning-the-decision-threshold-for-class-prediction
https://www.debian.org/releases/forky/
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5 RESULTADOS

O Grid Search aplicado ao modelo I3D-RGB OCSVM teve duração total de
4 horas, 20 minutos e 30 segundos. A Tabela 2 apresenta um comparativo entre
o tempo de treinamento individual, os hiperparâmetros e as métricas de desempenho
dos modelos configurados com os parâmetros padrão e com os parâmetros otimizados
pela técnica, com destaque para a configuração otimizada.

Tabela 2 – Comparativo entre os modelos OCSVM no conjunto de validação

Configuração Padrão Otimizada

Duração 39 s 1 min 9 s
Contamination 1× 10−9 1× 10−9

Kernel rbf rbf
Gamma auto auto
Nu 0,50 0,99

AUC 67,45% 69,90%
FPR 0,58% 0,62%
F1-Score 2,02% 2,01%

Fonte: Elaborada pelo autor (2025).

Observa-se que, com a configuração otimizada, a AUC teve um aumento
marginal em comparação com a versão padrão, enquanto a FPR apresentou um
leve crescimento, o que levou o modelo a classificar um número maior de amos-
tras normais como anômalas em relação ao modelo padrão, como é possível no-
tar com mais clareza nos Quadros 5 e 6. A F1-Score é pouco mais de 2,02%, o
que indica que o modelo ainda possui uma baixa taxa de acertos de verdadeiros
positivos. O custo computacional para o modelo aumentou, mas a diferença em
AUC foi pequena demais para justificar que o treinamento durou o dobro do tempo.

Quadro 5 – Matriz de Confusão do
OCSVM otimizado

Real
Positivo

Real
Negativo

Previsto
Positivo

12,11%
(31)

87,89%
(225)

Previsto
Negativo

7,20%
(2.803)

92,80%
(36.125)

Quadro 6 – Matriz de Confusão do
OCSVM padrão

Real
Positivo

Real
Negativo

Previsto
Positivo

12,92%
(31)

87,08%
(209)

Previsto
Negativo

7,20%
(2.803)

92,80%
(36.141)

Fonte: Elaborados pelos autor (2025).
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Nos hiperparâmetros, a mudança mais substancial ocorreu no parâmetro nu,
que passou de 0, 50 para 0, 99, o que implica que 99% dos dados de treino serão for-
mados por vetores de suporte e dados normais, com um impacto também na duração
do treino devido à criação de mais vetores de suporte. A Figura 8 compara as curvas
ROC entre a parametrização otimizada do OCSVM e a padrão, o que demonstra uma
melhora de 2,45% por meio da otimização do Grid Search no conjunto de validação.

Figura 8 – Curva ROC dos modelos OCSVM no conjunto de validação

Fonte: Elaborada pelo autor (2025).

Após o Grid Search, realizou-se uma comparação do desempenho dos mode-
los OCSVM, nas versões padrão e otimizada, com outros modelos do estado da arte
para detecção de anomalias em vídeos. Os algoritmos possuem naturezas distintas,
portanto, é esperado que, por exemplo, métodos supervisionados tenham resultados
piores, pois a sua arquitetura não foi feita para aprendizado One-Class. Os métodos
foram treinados a partir dos mesmos conjuntos de treinamento e teste com atributos
I3D.

Os modelos escolhidos para a comparação foram o Autoencoder, empregado
por Pawar e Attar (2022), o Variational Autoencoder (VAE), presente em Kumaran
Santhosh et al. (2022), e o DeepSVDD, usado por Asad et al. (2022). Além desses,
foram considerados dois algoritmos experimentais: o AE-1SVM (Nguyen; Vien, 2019),
que combina um AE com o OCSVM, e o AnoGAN (Schlegl et al., 2017), baseado em
Generative Adversarial Networks.

A realização de um Grid Search para a definição dos melhores hiperparâme-
tros para os outros modelos testados seria extremamente custosa e não compatível
com os recursos disponíveis ao considerarmos a complexidade computacional de al-
guns deles. Dessa forma, os modelos foram implementados a partir do PyOD, com o
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uso das configurações padrão durante o treinamento, com exceção do hiperparâme-
tro contamination definido como 1 × 10−9, devido ao uso exclusivo de dados normais
para o treinamento. Um comparativo entre a duração do treinamento, AUC, FPR e
F1-Score dos modelos e os resultados obtidos neste trabalho, no conjunto de teste, é
apresentado na Tabela 3, ordenado a partir da AUC e com o modelo investigado em
destaque.

Tabela 3 – Desempenho de diferentes métodos OCC no conjunto de teste do
ShanghaiTech, ordenado a partir da AUC

Modelo Duração AUC FPR F1-Score
autoencoder 35 min 42 s 80,53% 38,84% 19,62%
ae1svm 1 min 26 s 76,34% 0,79% 10,67%
vae 26 s 75,75% 0,90% 11,45%
deepSVDD (sem AE) 11 s 69,02% 0,21% 1,52%
ocsvm (Otimizado) 1 min 9 s 68,41% 0,33% 1,52%
ocsvm (Padrão) 39 s 68,28% 0,28% 1,15%
anogan 14 min e 11 s 67,55% 0,10% 0,40%
deepSVDD (com AE) 15 s 60,54% 5,91% 14,58%

Fonte: Elaborada pelo autor (2025).

A matriz de confusão do OCSVM otimizado no conjunto de teste é apresen-
tada no Quadro 7. O modelo classificou corretamente 64 clipes como pertencentes à
classe positiva, isto é, 64 dos clipes que de fato continham anomalias, e 132.132 clipes
como pertencentes à classe negativa, correspondentes a clipes normais.

Todavia, o modelo classificou uma quantidade alta de clipes incorretamente,
sendo 7.868 clipes anômalos como normais e 432 clipes normais como anômalos. Com
alta taxa de classificações incorretas e a F1-Score próxima de zero, é certo afirmar
que o modelo possui um bom desempenho na distinção dos dados normais entre os
anômalos, mas não é capaz de identificar anômalias.

Quadro 7 – Matriz de confusão para o OCSVM otimizado no conjunto de teste

Real Positivo Real Negativo
Previsto Positivo 12,90% (64) 87,09% (432)
Previsto Negativo 5,62% (7.868) 94,38% (132.132)

Fonte: Elaborado pelo autor (2025).

De acordo com as curvas ROC dos modelos apresentadas na Figura 9, observa-
se que, ainda que otimizado, o OCSVM apresenta desempenho inferior em relação a
outros algoritmos do estado da arte quando utilizados com suas configurações padrão.
No conjunto de teste, a otimização do método resultou em uma melhoria marginal em
comparação à configuração original, de pouco mais de 0,1% em AUC, 0,05% em FPR
e 0,37% em F1-Score. É necessário frisar que em problemas com dados altamente



Capítulo 5. RESULTADOS 40

desbalanceados, a AUC pode superestimar a qualidade do modelo, sendo necessário
uma observação em conjunto com as demais métricas de avaliação de desempenho.

Figura 9 – Curva ROC dos modelos no conjunto de teste

Fonte: Elaborada pelo autor (2025).

De maneira preliminar, podemos notar uma discrepância na duração do trei-
namento dos modelos, especialmente nos baseados em Autoencoder, como mostra
a Tabela 3. É possível justificar a partir da parametrização padrão dos modelos1 no
PyOD, em que, por exemplo, apesar de o VAE ser uma implementação mais robusta
do AE e ter mais épocas de treinamento, ele não possui normalização do batch, que
diminui a quantidade de cálculos em cada passo de treino, além de possuir configu-
rações que não existem na abordagem original, como número de dimensões latentes
ou o coeficiente beta.

O AE-1SVM, apesar de ser composto por um Autoencoder, emprega-o uni-
camente como extrator de características, e usa um SVM para treinar o modelo. O
DeepSVDD também pode ser usado com AE, embora seu modelo padrão seja cons-
truído sem essa integração. Em comparação com o OCSVM otimizado, o DeepSVDD
possui uma função de otimização que permite treinar o modelo ainda mais rápido.

Somado o uso de 500 épocas de treinamento e da arquitetura complexa de
Generative Adversarial Networks para detecção de anomalias, o AnoGAN acaba por
ser o modelo com a segunda menor pontuação de AUC entre os modelos treinados.
Por fim, diferentemente dos demais algoritmos com AE, a versão do DeepSVDD com
1 Disponível em: https://pyod.readthedocs.io/en/latest/pyod.models.html

https://pyod.readthedocs.io/en/latest/pyod.models.html
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Autoencoder se saiu pior que sua configuração padrão e obteve a menor AUC entre
os métodos estudados.

Entre os cinco modelos que melhor desempenharam em AUC, algoritmos ba-
seados em Autoencoder encontram-se nas três primeiras posições. De forma contrá-
ria ao One-Class SVM, o AE não faz uso de uma abordagem baseada em fronteira de
decisão; ele comprime as informações de cada frame e, posteriormente, aprende as
representações (Pawar; Attar, 2022).

Apesar do desempenho elevado em AUC e F1-Score, Autoencoder e VAE
— métodos que não usam um classificador externo — atingiram valores elevados de
FPR com 38,84% e 0,79%, respectivamente. Como a FPR representa a taxa de falsos
positivos, no caso do Autoencoder, por exemplo, o resultado indica que mais de 35%
dos dados de teste foram incorretamente classificados como anômalos. Ainda assim,
este estudo ressalta que para uma comparação mais precisa, seria necessário um
ajuste nos hiperparâmetros de cada modelo comparado.

Com o propósito de oferecer um embasamento mais consistente aos resul-
tados obtidos, a Tabela 4 apresenta uma comparação ordenada da AUC alcançada
pelo método investigado e a de outros métodos do estado da arte, baseados em abor-
dagens não supervisionadas (UVAD), semissupervisionadas (WS-VAD) e One-Class
(OCC-VAD), que igualmente empregaram o ShanghaiTech como dataset.

Tabela 4 – Comparativo de estudos de detecção de anomalias em vídeo que
empregam o ShanghaiTech

Tipo Estudo AUC

WS-VAD

Majhi, Das e Bremond (2021) 88,22%
Zaheer, Mahmood, Astrid et al. (2020) 89,67%
Purwanto, Chen e Fang (2021) 96,85%
Tian et al. (2021) 97,21%

UVAD

Li e Jiang (2024) 73,00%
Tao et al. (2024) 82,12%
Shi et al. (2025) 88,32%
Kim et al. (2023) 97,82%

OCC-VAD

Este estudo (OCSVM + I3D-RGB) 68,41%
Zaigham Zaheer et al. (2020) 69,90%
Astrid et al. (2021) 75,97%
Zaheer, Mahmood, Khan et al. (2022) 79,62%
Yao et al. (2024) 84,30%

Fonte: Elaborada pelo autor (2025).

Em comparação com os estudos da Tabela 4, o presente estudo tem como
foco analisar o comportamento do One-Class SVM, sem competir diretamente com
o estado da arte. Abordagens UVAD e WS-VAD sempre terão desempenho supe-
rior, pois utilizam arquiteturas mais complexas. Métodos semisssuperivisonados, por
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exemplo, possuem um certo nível de rotulação dos dados, o que contribui para a ca-
pacidade de aprendizado do modelo.

A comparação entre o presente estudo e o estado da arte revela uma AUC
similar à de outros trabalhos One-Class. O trabalho de Zaigham Zaheer et al. (2020)
ultrapassou o estudo atual, com o framework proposto OGNet a pontuar 69,90% no
ShanghaiTech, além de atingir 69,47% no benchmark UCF-Crime. Cabe destacar que
os valores da AUC para os datasets não estão disponíveis no artigo original e só são
reportados posteriormente em Zaheer, Mahmood, Khan et al. (2022).

Anteriormente discutido, o trabalho de Astrid et al. (2021) propõe um ajuste
no método Autoencoder, mas ao comparar a AUC obtida para o ShanghaiTech no
estudo correlato e nos resultados deste estudo para o AE, observam-se valores de
75,97% e 80,53%, respectivamente. Embora a ausência do valor da FPR no trabalho
de Astrid impeça uma comparação mais minuciosa, os resultados sugerem que o
método original possui desempenho superior, principalmente se houver um ajuste nos
hiperparâmetros.

Em Zaheer, Mahmood, Khan et al. (2022), o método atinge uma AUC de
79,62% para o ShanghaiTech e 74,20% para o UCF-Crime, com um método próprio
denominado de Generative Cooperative Learning. Por fim, Yao et al. (2024) apre-
sentam um framework simples a partir de aprendizado residual de atributos, no qual
pontuam 84,30% de AUC no ShanghaiTech.
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6 CONCLUSÃO

Este trabalho investigou a aprendizagem One-Class para detecção de ano-
malias em vídeo e comparou o desempenho de diferentes algoritmos OCC em um
benchmark desafiador. Foi experimentada uma técnica robusta do estado da arte
para os representar de atributos do dataset, e apesar de usar um método clássico, o
One-Class SVM, sua configuração foi otimizada por meio de um Grid Search.

O estudo conclui que o método I3D-RGB OCSVM desempenha melhor na
identificação de amostras normais entre anômalas. Entretanto, o modelo não é capaz
de identificar anomalias. Ao fim dos resultados, a investigação constatou que a utiliza-
ção do One-Class SVM com atributos profundos no dataset ShanghaiTech apresentou
resultados medianos tanto nas configurações padrão quanto nas configurações otimi-
zadas, e foi superada pelo DeepSVDD e outros métodos baseados em Autoencoder.

O direcionamento futuro desta pesquisa contempla quatro ideias principais. A
primeira consiste em aprofundar a investigação do OCSVM em contextos mais de-
safiadores, com a exploração do algoritmo em outros benchmarks como UMN, UCF-
Crime e UCSD Ped1. Esse avanço permitiria compreender melhor o potencial e as
limitações do método em cenários mais complexos e aumentaria a validade dos resul-
tados obtidos neste estudo.

Uma segunda ideia futura aponta para uma investigação do uso do OCSVM
combinado com outras técnicas mais robustas de representação de atributos. Essas
estratégias têm o potencial de elevar o desempenho em termos de acurácia e gene-
ralização do modelo, com um melhor reconhecimento de anomalias.

Uma terceira linha de investigação foca em AE e seus derivados. Mesmo
sem otimização, tais algoritmos mostram potencial para detecção de anomalias em
vídeo. Com uma configuração adequada, os métodos possuem potencial para superar
outras abordagens do estado da arte. De forma mais investigativa, outro caminho
seria realizar uma comparação detalhada entre o One-Class SVM e Autoencoder,
com destaque de pontos fortes e limitações de cada método, e como desempenham
em outros datasets.

Por razões de limitação computacional, não foi realizado Grid Search nos hi-
perparâmetros dos demais modelos na seção de resultados. A realização da busca
por melhores configurações poderia fortalecer a validade desta pesquisa ao comparar
os demais modelos e proporcionar uma discussão mais aprofundada dos resultados
obtidos. Assim, uma linha futura consiste em explorar um Grid Search para os outros
algoritmos estudados.
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